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知识数据协同的多对手智能空中博弈策略设计
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摘　要：　人工智能技术的迅速发展赋予了空战自主对抗策略超越人类专家的潜力 . 现有智能空战对抗策略依

据驱动方式主要包含两类：其中，基于知识规则的策略对应用场景和专家知识依赖性强，而以强化学习为代表的数据

驱动的策略可解释性差、泛化性弱 . 本文以全国智能空中博弈大赛多机协同空战为背景，提出了一种知识数据协同的

多对手的空中博弈策略设计方法 . 其中，知识驱动部分基于专家知识设计一种参数化、风格化的策略，以生成高质量

离线数据及初始化策略；数据驱动部分基于图注意力网络对队友、对手的信息进行针对性表征，提升训练效率及收敛

性能 . 进一步，以动态对手匹配机制进行多对手强化学习训练，进一步提升策略泛化性 . 该策略与大赛16强中的12支

队伍对抗，达到 70%以上的统计胜率，这些队伍均采用最新的知识或数据驱动方法，风格各异，同时具有较强的作战

能力 .
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Abstract:　The rapid development of artificial intelligence technology has endowed autonomous air combat strategies 
with the potential to surpass human experts. Existing intelligent air combat strategies can be classified into two categories 
based on their driving methods: knowledge-based strategies, which heavily rely on application scenarios and expert knowl⁃
edge; and data-driven strategies, represented by reinforcement learning, which have poor interpretability and weak general⁃
ization. In this study, focusing on the scenario of multi-agent cooperative air combat from the air intelligence game (AIG)—
a knowledge-based and data-driven integrating strategy design method is proposed. The knowledge-based part utilizes ex⁃
pert knowledge to design a parameterized and stylized knowledge-based artificial intelligence (AI) system, which generates 
high-quality offline data and initializes the strategy. The data-driven part employs graph attention networks to selectively 
represent information about teammates and opponents, aiming to improve training efficiency and convergence performance. 
Furthermore, a dynamic opponent matching mechanism is introduced for multi-agent reinforcement learning training to en⁃
hance strategy generalization. The proposed strategy achieved a statistical winning rate of over 70% when competing 
against 12 teams from the top 16 teams in AIG. It is worth mentioning that these teams all adopt the latest knowledge-based 
or data-driven methods, with diverse styles, and at the same time, they have strong combat capabilities.
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1　引言

未来空战将朝着集群化和智能化方向发展 . 其中，

集群数量扩展带来了计算复杂度的指数增长，智能化

对空战策略泛化性提出了高要求，自主分布式决策给

关系复杂的集群带来了协同困难问题，这一系列挑战

引起了各领域学者广泛关注 .
现有智能空战策略依据驱动方式主要分为基于知

识的方法和数据驱动方法 . 其中，知识驱动方法［1］主要

基于专家系统、模糊推理、进化计算和博弈论等 . 专家系

统将人类知识归纳为规则库，然而，在集群空战场景中，

专家知识难以覆盖所有可能的情况［2］. 此外，专家系统

规则库的弱点易在博弈与策略分析中被对手所挖掘并

反复利用［3，4］. 因此，模糊推理、进化计算［5］等方法通过构

建概率图网络或设计启发式目标函数，改进了基于规则

的系统 . 博弈论方法通过微分博弈建立数学模型进行求

解，具有严谨的理论保证 . 文献［6］将微分博弈模型和

Markov决策扩展到多阶段决策，以有效计算多阶段博弈

的均衡解 . 但经典的博弈论方法的高计算复杂度难以满

足高动态空战场景的实时决策要求 . 总体而言，基于知

识方法所设计的空中博弈策略水平有限且难以应用于

大规模复杂协同空战场景，另一方面，其规则设计往往

均依赖于特定问题场景，难以复用 .
在数据驱动方法中，深度强化学习通过结合深度

学习的表征学习能力及强化学习的自主探索能力，逐

渐成为目前设计空战策略的一类重要方法 . 在空战背

景下，国防高级研究计划局（Defense Advanced Re⁃
search Projects Agency，DARPA）开展了空战进化计划

（Air Combat Evolution，ACE），旨在发展智能化有人/无
人空战对抗技术［7］. DARPA开发人工智能（Artificial In⁃
telligence，AI）在 AlphaDogfight 场景中以 5：0 击败了专

家级人类飞行员，开创了基于人工智能方法的空战智

能体达到人类专家水平的先例［8］. 文献［9］提出了一种

端到端的分层梯度算法进行策略学习，以自博弈方式

学习策略，突破了专家知识的限制；同时，利用分层决

策网络处理离散与连续混合的动作空间，有效地减轻

了决策的负担 . 文献［10］针对深度确定性策略梯度

（Deep Deterministic Policy Gradient，DDPG）算法探索能

力不足的问题，引入启发式探索策略 . 文献［11］基于图

神经网络解决了具有复杂关系的大规模自主空战问

题 . 文献［12］针对复杂的态势信息，利用无人机的同质

性，设计了多智能体 Transformer 网络结构 . 然而，上述

方法在探索过程中缺乏专家知识的指导，难以在复杂

场景下从零开始端到端地学习出达到人类水平的

策略 .
知识数据协同驱动算法为空战协同策略设计提供

了新范式 . 这类方法将知识或数据驱动部分中的某一

方作为算法组件，融入到另一方中紧密结合成一个完

整算法［13］. AlphaStar［14］所使用的星际争霸环境具有大

量可操控的智能体以及庞大的状态和动作空间，基于

知识的策略难以扩展到多个智能体以及设计出高水平

的对抗策略，而数据驱动方法难以从零开始探索出达

到人类水平的策略 . 因此，AlphaStar首先采集了百万规

模的高水平玩家数据集并加入大量的人类先验知识，

后使用监督学习方法从知识中训练初始化策略网络，

以降低后续数据驱动的强化学习探索的复杂度 . 最终，

AlphaStar 在真实对战中达到宗师级水平，分位超过了

99.8% 的人类玩家 . 文献［15］使用基于一致性理论的

编队控制器和避碰策略组成的模型作为先验知识以产

生高质量数据，进一步，分别采用模仿学习和强化学习

进行预训练与精调，知识的引入大大加速了后续数据

驱动方法的训练速度和效率 . 文献［16］提出了一种基

于多阶段Flipit博弈的欺骗策略选择方法 . 该方法在扩

展单阶段 Flipit 博弈模型到多阶段网络欺骗模型的基

础上，考虑了时间和空间两个方面的防御过程 . 此外，

作者还设计了基于深度强化学习的近端策略优化

（Proximal Policy Optimization，PPO）算法用于计算防御

者的最优时空策略 . 在知识驱动层面，利用已有的单阶

段 Flipit 博弈模型，有严谨的理论保证，在数据驱动层

面，基于强化学习算法来自适应调整欺骗策略的部署，

以应对更加复杂动态的网络攻击 . 在知识数据协同层

面，现有方法将已有的模型知识融入到强化学习的策

略学习之中，但是二者耦合性强，难以迁移 .
另一方面，为提升对抗策略的泛化性，多任务训练

和对手建模被广泛应用于强化学习训练 . 其中，多任务

训练方法对多个相似任务进行联合训练，避免陷入单

个任务的局部最优；对手建模方法通过智能体与对手

的交互，构建对手模型，针对性调整自身策略 .  GSCU
（Greedy when Sure and Conservative when Uncertain）［17］

算法离线学习对手策略表征，与基于变分自编码器的

策略嵌入学习方法相比，该方法的策略表征学习与其

他信息的表征学习分离，仅根据对手索引调节编码器 .  
MATE（Multi-Agent Task Embeddings）［18］算法将每个轨

迹步中的信息（观测、动作、奖励）和当前的隐变量作为

输 入 更 新 策 略 表 征 .  OMDDPG（Opponent Modeling 
DDPG ）［19］算法使用变分自编码器对对手进行建模，仅

基于我方智能体的局部观测识别潜在的对手模型，打
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破了对手观测和动作信息可访问的假设 .  LIAM（Local 
Information Agent Modelling）［20］算法对智能体轨迹与对

手轨迹的关联性进行了建模研究 . 上述方法直接使用

环境中原始的观测信息、动作空间，并未引入专家知识

对观测信息、动作空间进行针对性分组或重构 . 此外，

现有的针对多机协同空中博弈场景下的多任务训练和

对手建模方法仅适用于小规模对抗场景，且难以直接

迁移至复杂的多机协同空中博弈场景 .
根据以上分析，基于知识的空中博弈策略利用已

有的空中博弈对抗知识，包括博弈对抗模型、专家规则

知识库等，具有完备的理论体系支撑 . 然而，知识获取

的代价高昂且难以扩展到复杂对抗场景 . 此外，知识的

质量限制了策略的性能上限，也难以支持空中博弈策

略的持续学习与进化 . 数据驱动的方法具有无需精确

建模、自主探索以及从数据中持续学习、迭代进化的优

点 . 然而，此类方法缺乏专家知识指导，泛化性差且依

赖高质量数据 . 本文将知识方法和数据驱动方法相结

合，利用各自优势，形成知识与数据协同驱动的策略设

计新范式，旨在设计出高水平、泛化性强、可持续学习、

迭代进化的对抗策略 . 本文创新性地提出一种知识数

据协同的多对手空战博弈对抗策略设计方法，其中包

含风格化知识智能体（知识AI）设计、离线预任务训练、

强化学习智能体设计（强化AI）. 算法中使用模仿学习、

多任务强化学习等人工智能方法，在协同空战场景中

训练出高水平、泛化性强的策略 . 具体来说，首先设计

层次化、参数化、风格化的知识 AI，通过其与多个目标

对手的交互构建高质量离线数据库，并进行预任务训

练产生初始化策略；进一步，基于分组图注意力网络针

对性地表征队友、对手的信息，并采用动态多对手匹配

机制进行强化学习训练，产生高水平、泛化性强的对抗

策略 . 本文的主要贡献如下：

（1）在问题建模层面，针对多机协同空战任务进行

建模，一是引入专家知识对观测进行针对性分组重构，

基于重构后的信息将飞机间关系建模为图，二是将离

散与连续混合动作空间约简为绝对、相对耦合的离散

动作空间，三是对智能体在强化学习随机探索阶段进

行基于专家知识的探索约束 .
（2）在知识数据协同层面，基于层次化、参数化、风

格化知识智能体（知识AI）和离线预任务实现知识数据

协同 . 其中层次化是基于经典军事理论（Observe-

Orient-Decide-Act，OODA）［21］解决了空战任务中的态势

理解、群体协商及任务分配问题；参数化通过对策略进

行表征实现了初始风格设定以及动态风格调整；预任

务训练产生强化AI的初始化策略 .
（3）在多对手对抗层面，基于分组图注意力机制与

动态对手匹配机制训练强化 AI 的策略 . 其中，图注意

力网络对队友、对手的信息进行针对性表征，提高训练

效率；动态对手匹配机制根据对战不同对手的胜率动

态选择对手，进一步提升策略的收敛性能和泛化性 .
2　问题描述

本文使用首届全国空中智能博弈大赛（http：//cicc-

aig.c2.org.cn/）中的空战对抗场景，该场景以异构、全透

明态势空战为背景，作战想定为红蓝双方均为 1架有人

机携带 4架无人机进行自由空战，并模拟雷达探测功能

及空空导弹攻击过程 . 其中有人机挂载 4 枚中距空空

导弹，每架无人机挂载 2枚中距空空导弹，且有人机的

其余各项性能参数高于无人机 . 对抗的具体场景如图1
所示 . 我方的有人/无人机需要在有全局信息的情况下

获得最后的胜利 . 胜负判定的规则优先级如下：

（1）一方若有人机战损，则战败，回合结束 .
（2）一方若无弹，则战败，仿真结束 .
（3）在双方战损数和剩余导弹数相同的情况下，控

制作战中心区域时间较长的一方获胜 .
实际空战中，不同对手策略风格不可避免地呈现

出差异性，为提升空战策略在面对不同对手时的表现，

本文采用首届大赛 16 强中的 12 支队伍作为训练和测

试对手策略，这些队伍均采用最新的知识或数据驱动

方法，风格各异，同时具有较强的作战能力 . 为了保护

队伍隐私，本文中使用OP1~OP12代替队伍名称 .
本文多机协同空战场景被建模为特殊的马尔可夫

博弈 (NSAPrγ)［22］，N表示智能体数量，N个智能体组

成我方队伍集合 I= {12N}. 在马尔可夫博弈的标准

假设之外，提供两组对手策略集合，训练集T ={I-1m }m =MT

m = 1

和测试集G ={I-1m }m =MG

m = 1 ，I-1m代表对手策略，用于提供联

合动作A-1，MG和MT表示训练集和测试集中对手策略的

个数 .  S = S1 ´ ´ Si´ ´ SN 是智能体的联合状态空

间，Si表示智能体 i的状态空间 . A =A1 ´A-1 为联合动作

空间，其中A1 =A11 ´ ´A1i´ ´A1N，A1i表示智能体 i

的动作空间 . P：S ´A ´ S®[01] 是状态转移函数 .
ri (st a11 a1i a1N a-11 a-1N st+ 1 ) 表示奖励函

数，st表示智能体 i在时间步 t的状态，st+ 1表示智能体 i在

时间步 t+ 1的状态 . 在每一幕的开始从T中挑选对手用

于训练，从G中挑选对手进行测试 . 使用强化学习训练

智能体集合 I，目标是最大化训练集T中的对手对抗的平

均回报，即找到策略网络π的一组参数θ*满足：

θ* = arg max
θ

Eπ [ET [∑
t

γtrt ]] （1）

3　任务建模

分析主流的游戏AI，例如AlphaStar［14］、AlphaGo/Al⁃
phaZero［23，24］、OpenAI Five［25］、腾讯觉悟［26］等，其任务的
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针对性建模为后续智能体训练提供了重要支撑 . 多机

协同空战场景与上述游戏场景类似，解空间庞大且态

势动态变化，需要近实时决策 . 本文对多机协同空战场

景的任务建模主要包括三个方面：（1）状态空间设计；

（2）动作空间设计；（3）动作屏蔽设计 .
3. 1　状态空间设计

3. 1. 1　态势信息处理

本文基于首届全国空中智能博弈大赛的仿真推演

平台 XSimStudio（XSIM）仿真了现实中整个 5v5 空战对

抗流程 . 该平台模拟多种编队及平台级行为，具有自主

可控、高扩展性等优点 .
XSIM输出原始空战对抗实时态势信息，通过态势

信息处理模块进行重构，获取对环境的观测信息 . 原始

态势信息经过提取、处理和观测信息重构后，输入到知

识 AI 和强化 AI 中 . XSIM 仿真推演平台返回的态势信

息内容包括仿真时间、红方态势和蓝方态势三部分 . 以

红方态势为例，红方态势包含武器平台信息、情报信

息、地方发射的导弹信息 . 为了更好地表征观测信息并

降低计算复杂度，引入专家知识对观测信息进行针对

性分组重构 . 态势信息处理模块如图2所示 .

飞机（有人机/无人机）i在时间 t重构后的观测信息

表示为

O t
i =[O ista O

t
idyn O

t
icom O

t
ioth ] （2）

O t
icom =[O t

iplane O
t
imissile ] （3）

静态参数向量 O ista 包含飞机本身的固定参数，由

于有人机和无人机共享策略网络，静态参数的差异化

输入用于有效引导策略网络输出差异化行为 . 静态参

数包含飞机类型及飞机编号，通过归一化的方式减小

飞机性能参数的差异，以稳定策略梯度 . 以速度为例，

将飞机 i的速度大小转化为 vi /v
max
i ，其中 vi为当前速度，

vmax
i 为最大飞行速度，从而有人机/无人机的速度参数

区间表示一致，因此无需引入飞机性能参数差异 .
动态信息O t

idyn表示飞机 i在时间 t对自身和周围环

境的实时认知，在强化学习中起着关键作用 . O t
idyn中包

图1　空战对抗场景示意图(双方各包含1驾有人机和4驾无人机)

图2　态势信息处理模块
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括飞机 i相对于边界的距离、自身是否被雷达照射、当

前遭受的导弹锁定数量、剩余的导弹数量以及飞机位

姿和速度等信息 .
通信信息 O t

icom =[O t
iplane O

t
imissile ]包含其他飞机信

息 O t
iplane 和针对飞机 i的导弹信息 O t

imissile，用于促进多

机协同场景下智能体间的合作与对抗 . 其他飞机信息

O t
iplane 包括队友和对手的相对位置、相对距离以及它们

的静态参数和动态信息 . 针对飞机 i的导弹信息O t
imissile

包括导弹相对于飞机的位置和距离 .
其他信息 O t

ioth 是加速强化 AI训练的信息，包括最

近的队友、对手的飞机编号等信息，用于减轻智能体推

理的负担 .
3. 1. 2　状态空间设计

与 1v1空战不同，集群空战需要考虑与其他无人机

（队友和对手）的相对状态 . 本文基于重构后的观测信

息，将飞机之间的关系建模为相对关系图 .
定义 1 相对关系图（Relative Relationship Graph， 

RRG）：在 M vs N 空战场景中，每架飞机与其他飞机的

关系建模为以自身为中心的图G = (VE). V代表图G中

结点集合，包含自己、队友和对手在内的M +N架飞机 .
E 代表中心结点指向 V 中其余节点的边的集合，包含

M +N - 1条边 . 每个结点对应一架飞机实体，包含飞机

的静态参数和动态信息，每条边表示两架飞机之间的

相对信息 .
飞机 i在时间 t的结点向量在RRG中表示为

v t
i =[O ista O

t
idyn ] （4）

静态参数向量 O ista 包含飞机本身的固定参数 . 动

态信息 O t
idyn 包含飞机相对于边界的距离、自身是否被

雷达照射、当前被几枚导弹锁定、剩余的导弹数量、自

身位姿和速度等信息 . 结点 i到结点 j的边向量表示为

e t
ij =[Dxt

ij Dyt
ij d

t
ij ] （5）

其中，Dxt
ij Dyt

ij d
t
ij 分别表示横向的相对距离、纵向的相

对距离以及飞机 i和飞机 j的欧式距离 . 将重构后的部

分观测信息 [O ista O
t
idyn O

t
iplane ]表示为相对关系图，飞

机 i在时间 t的状态表示为
s t

i =[G t
i O

t
imissile O

t
ioth ]

G t
i =[V t

i E
t
i ]

V t
i =[v t

i v
t
jjÎN t

if
v t

kkÎN t
io

]

E t
i =[e t

ijjÎN t
if
e t

ikkÎN t
io

]

（6）

其中，G t
i 表示飞机 i在时间 t时构建的相对关系图向量；

V t
i E

t
i 表示图 G t

i 中的结点向量和边向量；N t
if，N t

io 表示

飞机 i在时间 t的队友结点和对手结点 .
3. 2　动作空间设计

本文中的动作设计参考了AlphaStar［14］的动作设计

方式，将有人/无人机的动作选择过程划分为三个维度：

（1）动作类型；（2）动作对象；（3）执行方式 . 整个动作空

间被离散化为133个离散动作 .
动作类型划分为六种，包含打击、正向移动、反向

移动、垂直移动、占领中心和绝对方向移动 . 动作对象

包含四类 vt
i，N t

if，N t
io，N t

im，分别表示飞机 i本身、队友结

点、对手结点及与飞机 i最近的两枚导弹结点 . 执行方

式设计为加速和减速两种，动作空间设计见表1.

垂直移动动作分为三类：顺时针垂直方向、逆时针

垂直方向、选择与自身运动方向夹角较小的垂直方向 .
如果移动动作的对象选择自身属于绝对移动，绝对移

动包含两个动作类型：占领中心和绝对方向移动，绝对

方向移动离散化为八个运动方向 .
本文的动作空间设计将离散与连续混合动作约简

为绝对动作、相对动作耦合的同时，实现了飞机的精细

控制 . 动作对象选择包含自身和其他结点，用于衍生出

相对移动动作，克服只有绝对移动动作时决策推演计

算量大的缺点 .
动作对象的选择赋予飞机学习特定技巧的能力 .

当相对移动的动作对象选择了对手，飞机主要学习追

击、围捕以及规避、逃逸技巧；当相对移动动作的动作

对象选择了队友，飞机学习编队和协同打击技巧；当相

对移动动作的动作对象选择了导弹，智能体学习规避

导弹的技巧 . 通过补充绝对移动动作，弥补了三类相对

动作无法实现的策略行为 . 采用加减速的执行方式实

现了在不改变雷达照射角度的前提下改变队形 .
3. 3　动作屏蔽设计

动作屏蔽充分利用专家知识，在强化 AI随机探索

阶段限制探索空间，加速收敛 . 本文中共设计了三类动

作屏蔽：非法屏蔽、经验屏蔽和备用屏蔽 .
非法屏蔽是指屏蔽掉智能体的非法动作和不合理

行为 . 例如，智能体的动作对象不能选择已经阵亡的飞

机和已经失去制导的导弹；当目标阵亡、没有进入射

程、被照射时或智能体自身没有导弹时禁用打击动作 .
经验屏蔽基于领域知识进一步约简动作空间，避

免无效探索，本文针对有人机引入了两个经验屏蔽：在

比赛开始时，禁用了最高速度运动，避免被对手集中攻

击导致阵亡；有人机被导弹锁定时，采取基于专家知识

的导弹规避策略 .

表1　动作空间设计

动作类型

打击

正向移动

反向移动

垂直移动

占领中心

绝对方向移动

动作对象

N t
io

N t
if、N t

io

N t
if、N t

io、N t
im

N t
if、N t

io、N t
im

vt
i

vt
i

执行方式

—

加减速

加减速

加减速

加减速

加减速

动作总数

5
22
22
66
2

16
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备用屏蔽中包含一些可选的屏蔽方式，使用这类

屏蔽有利于加速智能体的训练，但会限制智能体策略

的性能上限，例如减速动作屏蔽、绝对动作屏蔽等 .
4　知识数据协同的多对手空战博弈对抗策

略设计

整体训练框架分为两部分：针对多机协同空战场

景的任务建模和多对手空战博弈对抗策略设计 . 整体

训练流程如图3所示 .
任务建模部分包括状态空间设计、动作空间设计

和动作屏蔽设计 . 状态空间设计基于平台全透明态势

信息引入专家知识进行针对性分组重构，重构后的信

息将飞机间关系建模为图 . 动作空间设计将原协同空

战场景离散与连续混合的动作空间约简为绝对、相对

耦合的离散动作空间 . 动作屏蔽设计基于专家知识对

强化学习随机探索阶段进行约束 .
多对手空战博弈对抗策略设计包含三个模块：风

格化知识智能体（知识AI）、离线预任务、强化学习智能

体（强化 AI）. 首先，设计一种参数化、层次化的风格化

知识智能体（知识 AI），其基于专家知识完成整个策略

的设计并通过参数调优提升策略水平 . 然后，通过知识

AI与多个目标对手交互构建高质量离线数据库，基于

离线数据库通过模仿学习初始化强化AI的策略 . 离线

数据库也可用于训练结果预测、事件预测线预任务 . 最

后，强化 AI引入队友、对手的观测表征，使用强化学习

提升策略水平，产生高水平、泛化性强的对抗策略 .

4. 1　风格化知识智能体（知识AI）设计

本文提出了一种层次化、参数化的风格化知识智能

体（知识AI）设计方法 . 其中，层次化是基于专家知识解

决了空战任务中的态势理解、群体协商及任务分配问

题 . 通过静态、动态价值计算度量可选动作的收益，同时

将群体协商及任务分配问题转化为无约束的优化问题 .

参数化通过对策略进行表征实现了初始风格设定以及

动态风格调整 . 通过风格参数调整，知识AI切换不同的

作战风格，并通过参数优化实现高质量的人工策略 .
知识 AI 的整体执行流程如图 4 所示，构成一个循

环，不断地执行动作、接收反馈、修正参数 . 该流程帮助

知识AI渐进地优化策略，提高策略水平 .

初始化风格参数阶段设定了一些关键风格参数，

包括有人机价值 rMAV、无人机价值 rUAV、导弹价值 rmissile

和打击距离 β等 . 关键风格参数在后续的态势评估和

动作选择中起重要作用 .

图3　策略训练整体流程

图4　知识AI交互流程图
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参数初始化阶段实现了知识 AI 的初始化风格设

定 . 态势评估阶段根据当前对局状况评估我方优劣态

势 . 知识 AI 划分了三种态势：敌优我劣、敌劣我优、势

均力敌 . 态势划分通过以下指标反映当前的优劣态势：

我方剩余无人机数 mUAV、我方剩余导弹数 mmissile、敌方

剩余无人机数 oUAV、敌方剩余导弹数 omissile 及积极因子

α. 具体而言，敌优我劣的判定标准如下：

(mmissile - 1)+ α < (oUAV -mUAV ) （7）
敌劣我优的判定标准如下：

(omissile - 1)- α < (mUAV - oUAV ) （8）
上述标准外的态势均判定为势均力敌 . 在风格初

始化的时候，预先指定了积极因子 α，其数值的大小反

映了我方对态势把控的积极程度 . 数值越大，表示对态

势的评估越乐观 . 通过与对手的交互，结合网格搜索、

贝叶斯优化等方法修正相关参数如 β等，帮助知识 AI
在不同态势下作出合理决策 .

进一步地，通过个体、团队价值模块评估当前态

势，个体团队价值分为两部分：静态价值与动态价值 .
静态价值基于关键风格参数衡量当前时刻剩余的战斗

力，静态价值Vstatic计算如下：

Vstatic = rmissile ´mmissile + rUAV ´mUAV （9）
同时，通过团队动态价值计算评估当前机群的协

同能力和所处形势 . 计算度量可选动作的收益动态价

值计算多种因素的共同影响，如对手行为、环境变化

等 . 此处以飞机之间的协同能力为例，计算动态

价值Vdynamic：

Vdynamic =
(n2 - n)

2

´
γ

∑
i = 1

n - 1 ∑
j = i + 1

n

(xi - xj )2 + (yi - yj )2 + (zi - zj )2

  
（10）

其中，n代表剩余的飞机数量；xi yi zi 分别代表飞机 i的

三维坐标；γ作为超参数，调节动态价值在决策中所占

的比重 . 动态价值的值越大，飞机之间的连结越紧密，

协同能力越强 .
在任务价值推算模块中，价值计算方式为执行不

同任务给团队价值带来的改变，进而对每一架飞机评

估当前的所有任务，并分别计算执行各个任务所能获

得的价值 . 团队任务优化求解是将任务选择转化为无

约束的优化问题，通过选择最优的任务来确定执行的

动作 .
在求解过程中，通过求解任务最大值问题来寻找

最佳的任务分配方案 . 本文对知识AI离散地设定多组

初始风格参数，在环境中执行选择动作后，根据环境给

出的反馈使用网格搜索法来寻找最优参数设置，参数

修正帮助知识 AI逐渐优化策略，提高策略鲁棒性和泛

化性 .
4. 2　离线数据及预任务训练

预任务训练基于离线数据集训练模型，旨在获得

能够快速适应不同下游任务的网络模型 . 这种思想也

被应用到强化学习领域，例如模仿学习、自监督强化学

习等方法 . 通过预训练，给予智能体对环境或任务的初

始知识，从而显著提高训练效率和收敛性能 .
本文提出了两种预任务训练方法 .（1）模仿学习：

产生初始化策略；（2）态势评估预任务：作为可选方案，

用于构建密集奖励、预测态势等任务 .
4. 2. 1　模仿学习

本文采用了 12支不同对手策略用于交互，这些对

手策略均采用最新的知识或数据驱动方法，风格各异，

同时具有较强的作战能力，标记为OP1~OP12. 模仿学习

基于知识AI与OP1~OP12交互的离线数据，交互的数据

表示为智能体状态与所选择的动作构成的二元组(s a).
对上述离线数据模仿学习后，获得的策略具有一

定的对抗能力，模仿学习获得的策略为强化 AI提供了

初始化策略 .
本文使用行为克隆方法来对策略行为进行模仿，

行为克隆［27］是模仿学习中的一种算法，通过监督学习

来实现 . 行为克隆最小化学习策略 π和专家行为策略

πE之间的差异，即最小化目标：

minπEs~dπE
[ ]DKL( )πE( )×|s π ( )×|s  E(sa)~ρπE

é

ë

ê
êê
ê ù

û

ú
úú
úlog ( )πE (a|s)

π(a|s)

（11）
其中，dπE

和 ρπE
分别是由策略 πE产生的状态分布和状态

动作分布，定义如下：

dπ (s)=E
é

ë
ê
êê
ê ù

û
ú
úú
ú∑

t = 0

¥

γt P(st = s)|s0 ~ρ at ~π ( )×|st "t ≥ 0      （12）

ρπ (sa)=E
é

ë
ê
êê
ê ù

û
ú
úú
ú∑

t = 0

¥

γt P(st = s at = a)|at ~π ( )×|st "t ≥ 0     （13）
用于行为克隆的网络结构与强化 AI 的 actor 网络

一致 . 网络输入为重构后的环境观测向量，输出为离散

化后的动作选择向量 .
4. 2. 2　态势评估预任务

态势评估预任务作为一种可选方案，包括构建密集

奖励、预测态势等一系列任务，旨在在强化学习难以训

练时提供帮助 . 本节以结果预测任务为例，阐述态势评

估预任务的设计事件与态势混合驱动的奖励设计，从事

件和态势两个角度来构建密集奖励，但是在关键事件发

生之外，大多数时间段奖励以态势奖励为主导，即引导

飞机前往战场中央 . 结果预测任务基于离线数据库，使

用监督学习方法构建更为密集的奖励，引导智能体关注

更丰富的态势信息 . 结果预测任务如图5所示 .
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模仿学习需要动作数据，因此学习所需要的数据库

只包含知识AI交互的数据 . 与模仿学习使用的离线数

据库不同，构建结果预测任务的离线数据库需要对记录

的回合数据额外添加胜负标签，而不需要使用动作数

据，所以数据集可以包含任意的对战数据 . 引导性密集

奖励需要先基于领域知识预先定义一个势能函数φ(s)，

使用势能函数为智能体在每个时间步上生成 r(st ). 由于

领域知识难以以精确的函数形式表示，因此使用离线数

据来预测获胜概率，并基于此构建密集奖励［28］：
φ(st )= 2 ´ p(st )- 1

r(st )=[γφ(st + 1 )- φ(st )]´ scale
（14）

其中，p(st )表示 t时刻状态 s最后获胜的概率，γ是折扣

因子，超参数 scale 用于调节设计的密集奖励的权重 .
当智能体接近或进入胜率更高的状态时，给予正向的

奖励，以鼓励智能体继续采取类似的行为 . 相反，当智

能体处于不利状态时，给予负向的奖励，以强调需要避

免的行为 . 态势评估预任务基于离线数据库，充分利用

知识 AI与多个对手的交互数据，以提高智能体的决策

能力 .
4. 3　强化学习智能体（强化AI）设计

本文提出一种基于分组图注意力机制与动态对手

匹配的强化学习（强化 AI）训练方法，主要包括图注意

力网络模块、多任务学习模块和强化学习算法模块，如

图 6所示 . 图注意力模块基于空战场景中的关系图，对

智能体间的关系进行建模 . 多任务学习模块采用动态

对手匹配的启发式方法，根据不同对手的对战胜率动态

调整对手的选择，进一步提升策略泛化性，避免某个对

手在训练过程中占据主导地位 . 强化学习算法模块使用

MAPPO（Multi-Agent Proximal Policy Optimization）［29］算
法优化策略，MAPPO采用价值归一化等技巧，有助于提

高训练策略的效率和稳定性 .

4. 3. 1　图注意力模块

在现实的多机协同空战场景中，飞行员需要识别

重要的队友和对手信息，并过滤掉不相关的无效信息 .
类似地，智能体可以选择性地关注周围实体的重要信

息，以更好地了解周围环境并把握实体之间的关系 . 强

化 AI利用 GATv2［30］高效地聚合周围飞机的信息，有选

择性地关注队友、对手 .
GATv2 与 GAT［31］在应用场景上具有相似性，但

GATv2通过修改注意力计算的方式解决了GAT中的静

态注意力问题 . 首先，将G t
i 输入到GATv2中，以获得飞

机 i 的空间特征 . 然后可以通过下式计算结点对

(ij)jÎN t
if
之间的注意力系数：

at
ij =

exp(aT
f LeakyReLU([W lfv

t
i||W rf (v t

j||e
t
ij )]))

∑
j'ÎN t

if

exp(aT
f LeakyReLU([W lfv

t
i||W rf (v t

j'||e
t
ij' )]))

    （15）

其中，||表示拼接操作，T表示转置，αt
ij代表 t时刻飞机结

点 i对飞机结点 j的关注系数，W lf 和 W rf 是可训练的权

重 矩 阵 ，aT
f 是 单 层 神 经 网 络 的 权 重 向 量 并 选 择
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图6　强化AI设计示意图
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LeakyReLU作为激活函数 . 对于结点集合(ij)jÎN t
io
的注意

力系数，可基于不同的训练参数W lo、W ro和aT
o 通过式（15）

计算得出 .
获得归一化的注意力系数之后，通过加权分别聚

合队友和对手的特征表示 . 飞机结点 i的两个图注意力

层的输出如下：

h t
if = δ ( )∑

jÎN t
if

αt
ijW rf( )v t

j||e
t
ij （16）

h t
io = δ ( )∑

jÎN t
io

αt
ijW ro( )v t

j||e
t
ij （17）

其中，h t
if 和 h t

io 是通过图注意力网络聚合的飞机结点 i

的队友和对手的高阶特征表示，δ是非线性激活函数 .
飞机 i的高阶状态 s t

i表征为

s t
i =[v t

i h
t
if h

t
io O

t
imissile O

t
ioth ] （18）

4. 3. 2　多任务学习模块

强化学习容易出现严重的过拟合问题［32］，多机协

同空战场景下表现为对手的特定弱点被反复利用，学

习到的策略缺乏泛化能力，难以对抗新的对手 . 为解决

策略的过拟合问题，引入多任务学习机制，以提高策略

的泛化性 .
多机协同空战场景下的多任务学习体现为智能体从

对手集合T={I-1m }m=MT

m= 1 中采样对手进行对抗交互来学习

策略 . 首先，智能体以相同的概率与各个对手进行对抗，

并定期评估当前策略在与各个对手对抗时的胜率 . 然后，

基于评估结果给予当前智能体更大的概率与难度更大的

对手进行交互，以提高智能体的训练效果 . 动态对手匹配

的启发式方法与平均抽样不同，而是使用匹配机制来提

供良好的学习信号，有侧重地与对手进行交互 . 对手匹配

概率的计算如式（17）所示，给定一个智能体正在学习的

策略A，从对手池C中抽取一个对手B的概率为
f (P[A beats B])∑

cÎC

f (P[A beats C])
（19）

其中，f (P[A beats B])表示策略A与对手B对抗的胜率，f

是一种映射函数 . AlphaStar［14］将映射函数设计为 f (x)=
(1 - x)p，目的是训练过程中关注胜率较低的对手，其中 p

用于控制结果分布的熵大小 . f (1)= 0 即不会考虑与已

经完全击败的对手进行交互 . 本文强化AI的动态对手

匹配机制采用基于 Softmax 的对手匹配方式，即 f (x)=
e-x. 基于 Softmax的对手匹配方式与难易结合的课程学

习方式类似，策略与能力极强的对手交互时，也能以一

定的概率与能力稍弱的对手进行交互，加速策略的学

习过程 . 与 AlphaStar 的设计方式不同，f (x)= e-x 与

f (x)= (1 - x)p 相比，即使是胜率非常高的对手也会有较

小的概率被选择，这种引导在对抗能力较强的对手时

起到促进作用，且能够有效避免由部分对手采样概率

过低带来的灾难性遗忘问题 . 此外，本文用于训练的对

手策略能力较强，训练时测试胜率的波动较大，基于

Softmax的对手匹配方式能够使得训练更为平稳 .
4. 3. 3　事件与态势混合驱动的奖励设计

现有的工作依赖于专家设计的密集奖励信号［33］，
本文使用的事件与态势混合驱动的奖励设计方法基于

具体的空战胜负规则，无需大量专家知识即可克服环

境中稀疏奖励［9］. 这里的关键事件与态势和空战对抗

的胜负判定有强相关性，该奖励设计方法避免了过度

拟合专家设计的密集奖励信号，有助于降低策略学习

的偏差 . 奖励函数设计由两部分构成：

（1）　态势奖励

态势奖励 rsitu 分为两部分，态势评估预任务奖励

rpred 和占领中心任务奖励 roccu. 态势评估预任务基于知

识 AI与多对手交互构建的离线数据库，使用监督学习

构建引导性密集奖励 . 态势奖励计算如下：
rsitu = rpred + roccu

roccu = r max
occu( )1 - (Dxi )2 + (Dyi )2 （20）

其中，Dxi 和Dyi 表示横向和纵向上飞机 i相对战场中心

的距离 . 占领中心任务奖励 roccu的大小取决于飞机相对

于战场中心的距离，当飞机位于战场边界时无法获取到

占领奖励，当处于战场正中心时会获得最大的奖励 r max
occu.

（2）　事件奖励

事件奖励大小设计综合考虑实体价值和事件价值

两部分 . 实体价值和事件价值从大到小为有人机价值

rMAV、无人机价值 rUAV、导弹价值 rmissile，占领中心能获

得的最大价值 r max
occu. 价值的计算方式为

rmissile = n ´ r max
occu ´max_step

rUAV = 2.5 ´ rmissile

rMAV = nUAV ´ rUAV + nmissile ´ rmissile

（21）
其中，n为飞机数量，max_step为一场对战最大步长 . 导

弹奖励 rmissile大小设计的含义为即使所有飞机在一整场

比赛都去占领中心，获得的最大奖励也不会超过一枚

导弹的奖励 rmissile. 由于双方的弹药总量是 12 发，有人

机的打击难度略高于无人机，因此设计为用 2发导弹击

毁一架无人机是值得的，如果用 3 发则是对弹药的浪

费，最终将无人机价值 rUAV 设计为 rUAV = 2.5 ´ rmissile. 有

人机价值被定义为 rMAV = nUAV ´ rUAV + nmissile ´ rmissile，其

中 nUAV 为无人机数量，nmissile 为导弹数量 . 事件驱动的

奖励设计如表2所示 .
4. 3. 4　强化学习算法模块

强化学习中策略网络的初始化采用离线预任务中

的模仿学习策略 . 在与多个对手进行对抗的过程中，采

用 MAPPO 算法［29］进行强化学习训练 . MAPPO 算法是

一种将单智能体的PPO算法推广到多智能体场景的方
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法 . 本文使用多智能体强化学习算法MAPPO来训练智

能体策略，MAPPO算法使用两个神经网络进行训练：动

作网络 actor 和评论家网络 critic. 在该算法中，智能体

共享参数，并使用智能体的聚合轨迹来更新策略参数 .
对于每个智能体 i的 actor网络，目标是最大化下式：

J CLIP (θi )=E[min(ηi
t (θ

i )Ai
t clip(ηi

t (θ
i )1-ε1+ε)Ai

t )]  （22）
其中，

ηi
t (θ

i )=
πθi (ai

t|o
i
t )

πθi
old

(ai
t|o

i
t )

（23）

At
i =∑

l = 0

h

(γλ)lδi
t + l （24）

δi
t = r i

t + γVφi (st + 1 )-Vφi (st ) （25）
式中，πθi (ai

t|o
i
t )代表智能体 i在观测 oi

t 下的新策略概率

分布，πθold
同理，表示旧的策略概率分布；ηi

t (θ
i )代表新

策略与旧策略的概率比，clip()函数对 ηi
t (θ

i )进行裁剪，

根据参数 ε来控制裁剪的区间为 [1 - ε1 + ε]；At
i 是使用

Generalized Advantage Estimation（GAE）计算的优势函

数，h 是轨迹的长度；δi
t 是智能体 i在时间步 t的 Tempo⁃

ral Difference（TD）误差，其中 Vφi (st + 1 )是状态 st + 1 的状

态价值函数 . MAPPO中的 critic网络训练目标为最小化

损失：

L(φ)=E [max [ (Vφ (s(k)
i )-Rd )2 (clip(Vφ (s(k)

i )

ù
û]Vφold

(s(k)
i )- εVφold

(s(k)
i )+ ε)-Rd )2

      （26）

其中，Rd是折扣的奖励，Vφ是状态价值函数 .
5　仿真实验及结果

本文实验环境为首届全国空中智能博弈大赛的仿

真推演平台XSIM，该环境能够模拟多种编队及平台级

行为，具有自主可控、高扩展性等优点 . 实验中采用了

12 支不同对手策略用于交互，这些对手策略均采用最

新的知识或数据驱动方法，风格各异，同时具有较强的

作战能力 .
5. 1　风格化知识智能体（知识AI）

以 XSIM 仿真环境中的 5v5 空战对抗场景为例，通

过分析五个指标值：协同能力、防守能力、打击能力、编

队能力和攻击距离来有效地评估空战策略的整体强度

和战术风格 . 这可以说明知识 AI 的合理性、泛化性且

具有一定的对抗强度 .
通过调节知识 AI的关键风格参数，可以观察到知

识 AI 能具备一定的对抗强度，如图 7 所示 . 将知识 AI
策略的五项指标与人类高级水平策略OP1~OP6进行对

比，表明知识AI的合理性 . 通过参数调优，知识AI能够

达到与人类高级水平策略相当甚至超越的对抗强度 .

通过对图 7中 5个指标进行分析，可以揭示知识AI
策略和人类高级水平策略 OP1~OP6的一些风格差异 .
以OP1和OP2为例，可以观察到OP1在攻击距离和防守

能力方面表现出色，而协同能力、打击能力和编队能力

较弱，可以看出OP1的风格偏激进，更注重个体作战能

力 . 相比之下，OP2在各方面能力较均衡，防守能力较强

但攻击能力较弱，其风格偏保守 . 知识AI在各方面的能

力较强而且相对均衡，实现了个体能力和团队合作间的

权衡 . 它在保持自身防守能力的同时，尽可能提升攻击

距离和打击能力 . 总体而言，知识AI的风格偏向保守 .
不同队伍策略相互对抗后的胜率统计结果如图8所

示 . 对对抗胜率图分析可知，在空战场景中，很可能不存

在一种完美的策略能够在面对所有对手时都表现出强

大的能力 . 相反，不同风格的队伍之间可能存在相互的

克制关系 . 这意味着某些策略可能在对抗某些对手时表

现出色，而在面对其他对手时可能相对较弱 . 这种相互

克制的关系使得空战对抗变得更加复杂和多样化 .
5. 2　强化AI
5. 2. 1　强化学习奖励设计

强化AI使用MAPPO算法以多任务的形式对 12个

对手进行训练，并分析训练过程中奖励值和胜率之间的

关系 . 这一实验旨在验证任务建模、强化AI设计以及强

化学习框架在解决集群空战问题上的适用性和有效性 .
训练的结果如图9所示，从奖励曲线、胜率曲线可以观察

到，随着训练的进行，强化AI获得的奖励值逐渐上升并

趋于稳定，这验证了强化AI框架的合理性 . 这意味着强

表 2　事件奖励设计

奖励事件

占据中心奖励

有人机损毁奖励

无人机损毁奖励

逃逸导弹奖励

击毁有人机奖励

击毁无人机奖励

未击中奖励

奖励

roccu

-rMAV

-rUAV

rmissile

rMAV

rUAV

-rmissile

图7　队伍风格雷达图
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化AI能够通过学习改进自身策略，从而获得更高的奖励

值 . 同时，强化AI的胜率随着奖励的增加而增加，这验

证了奖励设计的合理性 . 值得一提的是，该奖励设计无

需大量的专家知识，而是通过优化的目标来引导学习过

程，从而避免对智能体策略学习的误导 .
5. 2. 2　单对手强化学习训练

为了更好地分析人类高级水平策略 OP1~OP12 的

风格，首先进行单对手的强化学习训练 .
图 10展示了对不同对手分别进行强化学习训练的

结果，从图中可以看出，对于能力较强的对手OP2，奖励

在 3×107步时能达到 50左右 . 相比之下，对于稍弱的队

伍如 OP6，能够在较短时间内训练到约 200的奖励 . 通

过雷达图的分析可知，OP4 和 OP3 的能力相当，但是

OP3存在明显漏洞，强化学习擅长于挖掘对手的策略弱

点，所以最终在对抗 OP3时能获得 100左右的奖励，而

在与OP4对抗时只能达到50左右 .
5. 2. 3　多对手强化学习训练

为了验证多任务强化AI设计的有效性和高时间效

(a) OP6对抗奖励

(c) OP4对抗奖励

(b) OP2对抗奖励

(d) OP3对抗奖励

图10　单对手强化学习训练
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(b) 胜率曲线

图9　奖励与胜率关系图

图8　队伍对抗胜率图
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率，实验中训练单个策略，该策略同时与多个对手进行

对抗交互学习 . 在学习过程中，依据动态对手匹配机制

动态调整对抗不同对手的概率 . 下面对多对手训练曲

线进行分析，将训练对手集合分别设置为 6对手、11对

手和12对手并进行训练，结果如图11所示 .
从 6对手的训练过程来看，在使用了约 5 000场的

对战数据后，强化 AI 的胜率就能超过 70%，对于 11 对

手和 12对手在使用了约 50 000场对战数据后，胜率能

够达到60%以上 .

根据实验结果，训练对手集合中对手的数量越多，

能力越强，训练所需要的时间就越长 . 与单对手强化

AI的训练结果相比，多对手强化AI使用了丰富的对手

池，有助于避免智能体挖掘特定对手的弱点，实现稳定

的学习过程，并提升智能体策略的泛化能力 . 进一步

对强化 AI 训练结果进行分析，如表 3 所示，与知识 AI
相比，强化 AI 在保持策略泛化性和鲁棒性的同时，具

有更高的策略强度，并且在与绝大多数对手对抗时表

现更好 .

5. 3　策略行为分析

在训练初期，有人/无人机采取随机动作，没有表现

出任务有意义的战术行为 . 由于事件与态势混合驱动的

奖励设置，有人/无人机在发生关键事件，如攻击、逃逸等

等动作后，逐步学会编队、攻击、拉扯等策略 . 下面选取

了几个多任务训练后出现的典型空战对抗策略进行

分析 .
在多任务场景下，有人机在对抗初期学会了一种编

队策略，该策略让有人机与无人机保持一定的队形，能够

避免被集中攻击导致失败 . 在面对对抗强度大、攻击性

强的对手策略时学会了一种拉扯策略 . 在该策略中有人

机迂回，采用拉扯的打法，边打边后退，我方三架无人机

吸引敌方所有无人机注意，我方有人机和剩余无人机对

敌方有人机形成多打少 .

6　结论和未来展望

本文提出了一种知识数据协同驱动的多对手空战

博弈对抗策略设计方法，该方法训练的策略与首届全

国智能空中博弈大赛中的 12支队伍对抗，达到 70%以

上的统计胜率 . 实验结果表明，本文提出的任务建模方

法综合考虑了空战对抗场景中的各个因素，能够有效

地对空战对抗问题进行建模，辅助知识AI、离线预任务

和强化AI的设计和训练 . 通过调节知识AI的关键风格

参数，知识 AI能够达到甚至超越与人类高水平策略的

对抗强度 . 多对手强化学习设计能够在不降低策略强

度的前提下，进一步提高智能体策略泛化性和鲁棒性 .
本文提出的策略设计方法仅需修改任务建模便可迁移

至任意空战场景 . 例如，将该策略应用于无人机编队可

以提升编队的鲁棒性和对复杂环境的适应能力 . 另外，

该策略还可以应用于空中交通管制，通过对空中交通

(a) 6对手平均奖励

(d) 6对手平均胜率

(b) 11对手平均奖励

(e) 11对手平均胜率

(c) 12对手平均奖励

(f) 12对手平均胜率

图11　多对手强化学习训练

表3　知识AI和强化AI胜率表

队伍

知识AI
强化AI

OP1
0.02

1

OP2
0.72
0.53

OP3
1
1

OP4
0.6

0.41

OP5
1
1

OP6
0.94

1

OP7
0.56

1

OP8
0.28
0.95

OP9
1

0.67

OP10
1
1

OP11
0.04
0.6

OP12
0.36
0.21

平均

0.62
0.78
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流的建模和优化，提高空中交通的安全性和效率 . 研究

这些应用领域将进一步展示该策略的发展前景和价

值，并提供智能化和高效的解决方案 .
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